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在哪可以找到我


	关于Python, R，的高级编程及机器学习，深度学习的学习心得可在我的个人主页:https://dataxujing.github.io/(服务在国外，登录会慢)，https://dataxujing.coding.me/(服务在中国，登录会快)







	我平时活跃在 GitHub: https://github.com/DataXujing/(我大部分的R包及Python模块会托管在Github，相关问题Github上有大牛可以交流)







	我还会在Pypi上活跃，我的Python包和模块会有一份在Pypi上，可以通过pip install plgname下载使用







	本节教程已开源在网络：https://dataxujing.github.io/TFlearn1







	小编水平有限，对TensorFlow理解也不是很深入，文档中有错误或不当的地方，请移步到我的TensorFlow项目 [https://github.com/DataXujing/TFlearn1/issues]进行留言指正，小编在此一并谢过。








          

      

      

    

  

    
      
          
            
  
我们开始今天的学习交流

TF有大量的网络学习资源，框架更新频繁，可能三四本书的体量才可以完整的介绍TF的整个框架，本教程主要目的：TF环境搭建，TF入门教程，TF实现机器学习举例，TF实现神经网络举例，TF实现CNN,TF实现RNN,TensorBoard的可视化。关于其他的：TF的数据读取，TF实现NLP,TF的图像处理，TF在时间序列上的应用，TF实现生成网络，TF实现对抗网络，TF的GPU调试，TF的高层封装TFlearn，TF计算加速，TF做成数据产品等的内容我们今天肯定是没有时间讲解。

我的TensorFlow的版本是1.2.1，所有代码在1.2.1中运行通过。
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关于TensorFlow的网络学习资源及书籍非常多，建议以1-2本参考书籍细致学习并配合网络资源了开阔视野。





          

      

      

    

  

    
      
          
            
  
TF环境搭建

1.TF主要依赖的包

Protocol Buffer

是谷歌开发的处理结构化数据的工具，Protocol Buffer序列化（将结构化的数据变成数据流的格式，白话就是变成一个字符串）后得到的数据是不可读的字符串，而是二进制流。如何从结构化的数据序列化，从序列化之后的数据流中还原原来的数据结构，这是Protocol Buffer解决的主要问题。是Tensorflow系统用到的重要工具。

Bazel

Bazel是从谷歌开源的自动化构建工具，谷歌内部大部分的应用都是通过它来编译的，Tensorflow也是通过Bazel编译的。

2.TF安装

TensorFlow提供了多种不同的安装方式，我们主要介绍通过Docker安装，通过Pip安装及从源码安装。

Docker安装

Docker是新一代的虚拟化技术，可以将TF及TF的所有依赖关系封装大Docker镜像中，大大简化安装过程（我的Tensorflow就是通过Docker安装的，当时Tensorflow还不能很好的支持Windows)。那首先需要安装Docker(Docker的安装和使用不是本节的重点)，安装好后使用一个打包好的Docker镜像，TensorFlow官方提供了多个Docker镜像，国内的（eg才云科技）也提供了相关的镜像

docker run -it -p 8888:8888 -p 6006:6006
#启动一个TensorFlow容器





Pip安装

前期时pip在Windows下是无法安装的，现在可以在python3的环境下直接`pip install tensorflow**即可完成安装。极力推荐这种安装方式

源码编译安装

这种安装方式不建议大家采用，因为TensorFlow依赖于其他包，你需要提前把其他依赖包安装好之后才可正常通过源码安装TF。

安装好后测试一下你的TensorFlow能否正常使用,如果正常使用，恭喜你安装成功。

import tensorflow as tf
a = tf.constant([1.0,2.0],name='a')
b = tf.constant([2.0,3.0],name='b')
result =a + b

sess = tf.session()
sess.run(result)
sess.close()











          

      

      

    

  

    
      
          
            
  
TF入门

关于tf中的函数，在这里不会讲很多，自己用到去学习，并且有些函数更新比较快会替换成别的函数名。


1. TF计算模型--计算图


I 计算图的概念

TensorFlow名字就说明了他最重要的两个概念--Tensor和Flow.Tensor就是张量（可理解为多为数组），Flow(流)，直观的展现了张量之间通过计算相互转化的过程。TF是通过计算图的形式展现计算的编程系统，TensorFlow中的每一个计算都是计算图上的一个节点，而几点之间边描述了计算之间的依赖关系

[image: 计算图]
图1：通过TensorBoard可视化的神经元图




II 计算图的使用

TensorFlow程序一般可以分为两个阶段，第一个阶段一般定义计算图中的所有计算，比如在验证TF安装成功的代码中，先定义了两个输入，然后计算了一个计算得到他们的和。第二个阶段为执行计算（第3节介绍），定义阶段的样例：

import tensorflow as tf

a = tf.constant([1.0,2.0],name='a')
b = tf.constant([2/0,3.0],name='b')

result = a + b





在这个过程中，tf会自动将定义的计算转化为计算图上的节点，在TF中系统会自动维护一个默认的计算图，通过tf.get_default_graph函数可以获得当前默认的计算图

#通过a.graph可以查看张量所在的计算图
print(a.graph is tf.get_default_graph())





当然除了默认的计算图，TF支持通过tf.graph函数来生成新的计算图。不同计算图的张量和运算都不会共享

import tensorflow as tf

g1 = tf.Graph()
with g1.as_default():
    #在计算图g1中定义变量v
    v = tf.get_variable('v',initializer=tf.zero_initializer(shape=[1]))

g2 = tf.Graph()
with g2.as_default()
    #g2中定义v
    v = tf.get_variable('v',initializer=tf.ones_initializer(shape=[1]))

#g1中读取v
with tf.Session(graph=1) as sess:
    initialize_op = tf.global_variables_initializer ()
    sess.run(initialize_op)
    with tf.variable_scope("",reuse=True):
        print(sess.run(tf.get_variable('v')))
    





TF中的计算图不仅可以用来隔离张量和计算。还提供了管理张量和计算的机制，计算图可以通过tf.Graph.device函数来指定运算计算的设备，这位TF使用GPU提供机制。下面的程序将加法跑在GPU上

g = tf.Graph()
#指定计算运行的设备
with g.device('/gpu:0'):
    result = a + b





此外有效的整理TF程序中的资源也是计算图中的一个重要功能。在一个计算图中，可以通过集合（collection)来管理不同类别的资源。比如可以通过tf.add_to_collection函数可以将资源加入一个或多个集合，然后通过tf.get_collection获取一个集合里的所有资源。这里的资源可以是张量，变量，程序队列，等等。








2. TF数据模型--张量

张量是TF中管理数据的形式，TF中所有的数据都是通过张量的形式来表示的，功能上可以把张量理解为多维数组，零阶张量就是一个数，一阶张量是向量（1D数组）,n阶张量可以理解为nD数组。TF中并不是采用这种数组的形式，它只是对运算结果的引用，在张量中并没有保存数字，它保存的是如何得到这些数字的计算过程。

import tensorflow as tf
#tf.constant是一个计算，这个计算的结果保存为一个张量，保存在变量a中

a = tf.constant([1.,2.],name='a')
b = tf.constant([2.,3.],name='b')

result = a + b

print(result)

#输出结果：

Tensor('add:0',shape=(2,),dtype=float32)





从结果可以看出，TF和Numpy不同，TF计算的结果不是一个具体的数，而是一个张量结构，一个张量中主要的结构有：名字，维度，类型。


	名字(name)： 是张量的唯一标识，同时给出这个张量是如何计算出来的，张量和计算图节点所计算的结果是对应的，名字格式为，节点名称：张量来自节点的第介个输出 ，add:0表示add节点的输出的第一个结果


	维度(shape): 描述了张量的维度信息，shape=(2,)表示张量是一个1D数组，数组的长度是2，维度是张量很重要的一个概念（一定要注意）


	类型(type): 每一个张量都有一个唯一类型，自动进行类型检查，不匹配会报错的




import tensorflow as tf
a = tf.constant([1,2],name='a')
#a = tf.constant([1,2],name='a'，dtype=tf.float32)
b = tf.constant([2.,3.],name='b')

result = a + b
#结果会报错。。。。。。





注意1： TF支持14种不同的数据类型（tf.float32,tf.float64,tf.int8,tf.int16,tf.int32,tf.int64,tf.unit8,tf.bool,tf.complex64,tf.complex128)

注意2： 张量的使用方式，a.对中间计算结果的引用（如上栗）b.计算图构造完成后，张量可以获得计算结果，即得到真实数字，虽然张量本身没有存储具体数字，通过会话(session)即可得到

tf.Session().run(result)










3. TF运行模型--会话

TF通过会话(Session)来执行定义好的运算。会话拥有并管理TF程序运行的所有资源，当所有计算完成后关闭会话帮助系统回收资源，一般由两种使用方式

#创建一个会话
sess = tf.Session()
#使用创建好的会话来得到自己关心的计算结果
sess.run(...)
#关闭会话使得本次运行中使用的资源可以被释放
sess.close()
#很像我们Python中的I/O系统





这种方法不好，原因是当程序出现异常导致退出时，关闭会话可能不会被执行，会导致资源泄露。为了解决这个问题TF可以通过Python的上下文管理器来使用会话

#通过Py的上下文管理器来创建
with tf.Session() as sess:
    sess.run(...)
#不需要close()当退出上下文管理器时资源会被自动释放





上文中介绍了TF会自动生成一个默认的计算图，如果计算图没有被指定运算会自动加入到默认计算图中，TF的会话也有类似的机制，但TF不会生成默认会话，需要手动指定，默认会话指定后可以通过tf.Tensr.eval函数来计算一个张量的取值

sess = tf.session()
with sess.as_default():
    print(result.eval())
    print(sess.run(result))





而在一些交互的脚本环境中(Ipython,jupyter),通过这种默认方式来获取张量的取值会更方便，所以TF提供了一种在交互环境下直接构建默认会话的函数：tf.InteractiveSession()

sess = tf.InteractiveSession()
print(result.eval())
sess.close()





注意：无论使用哪种方法都可以通过ConfigProto Protocol Buffer来配置需要生成的会话

config = tf.ConfigProto(all_solft_placement = True,log_device_placement=True)
#all_solft_placement GPU 自动跳转CPU
#log_device_placement=True 日志中记录每个节点计算被安排在哪个设备
sess1 = tf.InteractiveSession(config = config)
sess2 = tf.Session(config = config)










4. TF游乐场

TensorFlow游乐场(http://playground.tensorflow.org)是通过网页浏览器可以训练简单神经网络的可视化工具

[image: tfplay]
图2：TensorFlow游乐场截图







          

      

      

    

  

    
      
          
            
  
TF实现机器学习举例

用TensorFlow做机器学习并不是一个好的选择，Python中有20多个模块做机器学习，简单的回归来说可以使用statsmodels和sklearn，要比用TF更便捷。为了体现TF的其在机器学习的作用，我们以简单的弹性网回归和logistic回归为例看一看如何使用TF做机器学习（我的GitHub上托管了用TensorFlow实现常用机器学习的所有源代码，比如监督学习中的决策树，KNN,SVM及非监督学习的一些算法，可在我的GitHub主页中找到）


1.TF做弹性网回归

直接上代码，边看我们边解释


# Elastic Net Regression
#----------------------------------

# y = Ax + b
#  y = Sepal Length
#  x = Pedal Length, Petal Width, Sepal Width

import matplotlib.pyplot as plt
import numpy as np
import tensorflow as tf
from sklearn import datasets
from tensorflow.python.framework import ops


ops.reset_default_graph()
# 创建计算图
sess = tf.Session()

# 加载数据
# iris.data = [(Sepal Length, Sepal Width, Petal Length, Petal Width)]
iris = datasets.load_iris()
x_vals = np.array([[x[1], x[2], x[3]] for x in iris.data])
y_vals = np.array([y[0] for y in iris.data])

#建模

seed = 13
np.random.seed(seed)
tf.set_random_seed(seed)

batch_size = 50

# 初始化 placeholders  啥是placeholders?
x_data = tf.placeholder(shape=[None, 3], dtype=tf.float32)
y_target = tf.placeholder(shape=[None, 1], dtype=tf.float32)

# 初始化变量
A = tf.Variable(tf.random_normal(shape=[3,1]))
b = tf.Variable(tf.random_normal(shape=[1,1]))

# 定义模型 y=AX+b
model_output = tf.add(tf.matmul(x_data, A), b)

# 定义成本函数
elastic_param1 = tf.constant(1.)
elastic_param2 = tf.constant(1.)
l1_a_loss = tf.reduce_mean(tf.abs(A))
l2_a_loss = tf.reduce_mean(tf.square(A))
e1_term = tf.multiply(elastic_param1, l1_a_loss)
e2_term = tf.multiply(elastic_param2, l2_a_loss)
#这一坨谁能给我解释一下？
loss = tf.expand_dims(tf.add(tf.add(tf.reduce_mean(tf.square(y_target - model_output)), e1_term), e2_term), 0)

# 声明优化算法（优化器声明）注意张量的传递关系！！！
my_opt = tf.train.GradientDescentOptimizer(0.001)
train_step = my_opt.minimize(loss)

#---------上边的过程可以理解为我们铺好了管道，但是管道里我们还没有放水-----

#开始放水（模型训练）
# 初始化变量2句，是模板要记住
init = tf.global_variables_initializer()
sess.run(init)  

# 训练的过程
loss_vec = []
for i in range(1000):
    rand_index = np.random.choice(len(x_vals), size=batch_size)
    rand_x = x_vals[rand_index]
    rand_y = np.transpose([y_vals[rand_index]])  #那么简单小问题来了，为啥要转置？
    sess.run(train_step, feed_dict={x_data: rand_x, y_target: rand_y}) #向容器内灌水
    temp_loss = sess.run(loss, feed_dict={x_data: rand_x, y_target: rand_y})
    loss_vec.append(temp_loss[0])
    if (i+1)%250==0:
        print('Step #' + str(i+1) + ' A = ' + str(sess.run(A)) + ' b = ' + str(sess.run(b)))
        #上行代码，体现了张量和数组的区别
        print('Loss = ' + str(temp_loss))

#提取模型最终结果

[[sw_coef], [pl_coef], [pw_ceof]] = sess.run(A)
[y_intercept] = sess.run(b)

可视化我的模型

plt.plot(loss_vec, 'k-')
plt.title("XUJING's Loss per Generation")
plt.xlabel('Generation')
plt.ylabel('Loss')
plt.show()

sess.close()






[image: Eregression]




2.TF做Logsitic回归

太熟不过的model，直接代码吧

# Logistic Regression
#----------------------------------
#
# y = sigmoid(Ax + b)
#
#  y = 0 or 1 
#  x = demographic and medical history data

import matplotlib.pyplot as plt
import numpy as np
import tensorflow as tf
import requests
from tensorflow.python.framework import ops
import os.path
import csv


ops.reset_default_graph()

# 创建计算图
sess = tf.Session()

# 数据导入
birth_weight_file = 'birth_weight.csv'

# 你没有数据告诉你怎么下载
if not os.path.exists(birth_weight_file):
    birthdata_url = 'https://github.com/DataXujing/tensorflow_cookbook/raw/master/01_Introduction/07_Working_with_Data_Sources/birthweight_data/birthweight.dat'
    birth_file = requests.get(birthdata_url)
    birth_data = birth_file.text.split('\r\n')
    birth_header = birth_data[0].split('\t')
    birth_data = [[float(x) for x in y.split('\t') if len(x)>=1] for y in birth_data[1:] if len(y)>=1]
    with open(birth_weight_file, "w") as f:
        writer = csv.writer(f)
        writer.writerow(birth_header)
        writer.writerows(birth_data)
        f.close()

# 把下好的数据读到内存里去
birth_data = []
with open(birth_weight_file, newline='') as csvfile:
     csv_reader = csv.reader(csvfile)
     birth_header = next(csv_reader)  #为什么可以用next()?
     for row in csv_reader:
         birth_data.append(row)

birth_data = [[float(x) for x in row] for row in birth_data]

# 把label拿出来
y_vals = np.array([x[0] for x in birth_data])
# 拿出X_vals(not id, not target, and not birthweight)
x_vals = np.array([x[1:8] for x in birth_data])

# 设置随机数种子
seed = 99
np.random.seed(seed)
tf.set_random_seed(seed)

#划分数据集 train/test = 80%/20%
train_indices = np.random.choice(len(x_vals), round(len(x_vals)*0.8), replace=False)
test_indices = np.array(list(set(range(len(x_vals))) - set(train_indices)))
x_vals_train = x_vals[train_indices]
x_vals_test = x_vals[test_indices]
y_vals_train = y_vals[train_indices]
y_vals_test = y_vals[test_indices]

# 按列做归一化
def normalize_cols(m):
    col_max = m.max(axis=0)
    col_min = m.min(axis=0)
    return (m-col_min) / (col_max - col_min)
    
x_vals_train = np.nan_to_num(normalize_cols(x_vals_train))
x_vals_test = np.nan_to_num(normalize_cols(x_vals_test))

#以上都是比较传统的Py代码没什么难点

#开始上tf


batch_size = 25

# 初始化 placeholders
x_data = tf.placeholder(shape=[None, 7], dtype=tf.float32) #None是啥东东？
y_target = tf.placeholder(shape=[None, 1], dtype=tf.float32)

# 初始化变量（好多种初始化变量的方法。。。。。）
A = tf.Variable(tf.random_normal(shape=[7,1]))
b = tf.Variable(tf.random_normal(shape=[1,1]))

# 定义模型 不是y = sigmoid(Ax + b)？
model_output = tf.add(tf.matmul(x_data, A), b)

# 定义损失函数
loss = tf.reduce_mean(tf.nn.sigmoid_cross_entropy_with_logits(logits=model_output, labels=y_target))

# 定义优化器
my_opt = tf.train.GradientDescentOptimizer(0.01)
train_step = my_opt.minimize(loss)

# 训练模型，开始放水

# 初始化变量
init = tf.global_variables_initializer()
sess.run(init)


# 做的评价指标acc
prediction = tf.round(tf.sigmoid(model_output))
predictions_correct = tf.cast(tf.equal(prediction, y_target), tf.float32)
#谁能告诉我tf.cast()干啥的？
accuracy = tf.reduce_mean(predictions_correct)

# 放水
loss_vec = []
train_acc = []
test_acc = []
for i in range(1500):
    rand_index = np.random.choice(len(x_vals_train), size=batch_size)
    rand_x = x_vals_train[rand_index]
    rand_y = np.transpose([y_vals_train[rand_index]])
    sess.run(train_step, feed_dict={x_data: rand_x, y_target: rand_y})

    temp_loss = sess.run(loss, feed_dict={x_data: rand_x, y_target: rand_y})
    loss_vec.append(temp_loss)
    temp_acc_train = sess.run(accuracy, feed_dict={x_data: x_vals_train, y_target: np.transpose([y_vals_train])})
    train_acc.append(temp_acc_train)
    temp_acc_test = sess.run(accuracy, feed_dict={x_data: x_vals_test, y_target: np.transpose([y_vals_test])})
    test_acc.append(temp_acc_test)
    if (i+1)%300==0:
        print('Loss = ' + str(temp_loss))
        


# 模型可视化

plt.plot(loss_vec, 'k-')
plt.title('Cross Entropy Loss per Generation')
plt.xlabel('Generation')
plt.ylabel('Cross Entropy Loss')
plt.show()

plt.plot(train_acc, 'k-', label='Train Set Accuracy')
plt.plot(test_acc, 'r--', label='Test Set Accuracy')
plt.title('Train and Test Accuracy')
plt.xlabel('Generation')
plt.ylabel('Accuracy')
plt.legend(loc='lower right')
plt.show()






[image: logistic]
[image: logistic2]

看看我们写的代码就知道做机器学习用TensorFlow不划算！！！
真正体现TF与众不同的特点的还是在深度学习领域。







          

      

      

    

  

    
      
          
            
  
TF实现神经网络举例

本节我们主要看一下TensorFlow如何愉快的做神经网络！神经网络的结构及训练过程我就不说了，我们现在可以用Python中的Numpy独立的完成神经网路的设计过程，那么如何用tensorflow完成呢？


1.TF训练DNN

老规矩直接解释代码：

法1：以一种简单的形式

import tensorflow as tf
import matplotlib.pyplot as plt
import requests
import numpy as np
sess = tf.Session()

def fully_connected(input_layer, weights, biases):
    #1st
    layer = tf.add(tf.matmul(input_layer, weights), biases)
    return(tf.nn.relu(layer))

    # 2 (25 hidden nodes)
    weight_1 = init_weight(shape=[8, 25], st_dev=10.0)
    bias_1 = init_bias(shape=[25], st_dev=10.0)
    layer_1 = fully_connected(x_data, weight_1, bias_1)

    # 3 (10 hidden nodes)
    weight_2 = init_weight(shape=[25, 10], st_dev=10.0)
    bias_2 = init_bias(shape=[10], st_dev=10.0)
    layer_2 = fully_connected(layer_1, weight_2, bias_2)
    
    # 4 (3 hidden nodes)
    weight_3 = init_weight(shape=[10, 3], st_dev=10.0)
    bias_3 = init_bias(shape=[3], st_dev=10.0)
    layer_3 = fully_connected(layer_2, weight_3, bias_3)
    
    # output layer (1 output value)
    weight_4 = init_weight(shape=[3, 1], st_dev=10.0)
    bias_4 = init_bias(shape=[1], st_dev=10.0)
    final_output = fully_connected(layer_3, weight_4, bias_4)

loss = tf.reduce_mean(tf.abs(y_target - final_output))
my_opt = tf.train.AdamOptimizer(0.05)
train_step = my_opt.minimize(loss)
init = tf.initialize_all_variables()
sess.run(init)

# Initialize the loss vectors
loss_vec = []
test_loss = []
for i in range(200):
    # 划分训练集
    rand_index = np.random.choice(len(x_vals_train), size=batch_size)
    
    rand_x = x_vals_train[rand_index]
    rand_y = np.transpose([y_vals_train[rand_index]])
    # 训练模型
    sess.run(train_step, feed_dict={x_data: rand_x, y_target:rand_y})
    #loss
    temp_loss = sess.run(loss, feed_dict={x_data: rand_x, y_target:rand_y})
    loss_vec.append(temp_loss)
    # test loss
    test_temp_loss = sess.run(loss, feed_dict={x_data: x_vals_test, y_target: np.transpose([y_vals_test])})
    test_loss.append(test_temp_loss)
    if (i+1)%25==0:
        print('Generation: ' + str(i+1) + '. Loss = ' + str(temp_loss))

# metrics的可视化
plt.plot(loss_vec, 'k-', label='Train Loss')
plt.plot(test_loss, 'r--', label='Test Loss')
plt.title('Loss per Generation')

plt.xlabel('Generation')
plt.ylabel('Loss')
plt.legend(loc='upper right')
plt.show()





上面的代码很简单，如果我们的DNN有50层，是不是我们要写好多变量，weight1,weight2,...，在def中要罗列好多变量，自己可能就晕掉了，在后期可视化模型时也不可以。并且我们并没有采取一些像正则化，变量的滑动平均（提高测试数据在模型中的稳健性，接触过时间序列可以对此有更深入的理解，这里不是我们的重点），dropout等的一些辅助优化技术，如果加上这些是不是这种办法显的更笨拙？

法2：对代代码做变量管理

def inference(input_tensor,resuse=False):
    #1st
    with tf.variable_scope（"layer1",resuse=resuse):
        #根据传进来的resuse来判断是创建新变量还是使用已经创建好的，在第一次构造网络时
        #需要创建新的变量，以后每次调用这个函数直接使用resuse=True就不需要每次将变量传进来了
        weights = tf.get_variable('weights',[INPUT_NODE,LAYER1_NODE],
            initializer = tf.truncated_normal_initializer(stddev = 0.1))
        biases = tf.get_varible('biases',[LAYER1_NODE],initializer = tf.constant_initializer(0.))
        layer1 = tf.nn.relu(tf.matmul(input_tensor,weights) + biases)
    #类似的定义layer2
    with tf.variable_scope（"layer2",resuse=resuse):
        #根据传进来的resuse来判断是创建新变量还是使用已经创建好的，在第一次构造网络时
        #需要创建新的变量，以后每次调用这个函数直接使用resuse=True就不需要每次将变量传进来了
        weights = tf.get_variable('weights',[INPUT_NODE,OUTPUT_NODE],
            initializer = tf.truncated_normal_initializer(stddev = 0.1))
        biases = tf.get_varible('biases',[OUTPUT_NODE],initializer = tf.constant_initializer(0.))
        layer2 = tf.nn.relu(tf.matmul(input_tensor,weights) + biases)
    #返回最后的前向传播结果

    return layer2

x = tf.placeholder(tf.float32,[None,INPUT_NODE],name='x-input')
y = inference(x)

#在程序中使用训练好的神经网络进行推倒时，可以直接调用inference(new_x,True)
#当加入指数滑动平均等方法时，变量管理机制会会体现出更方便。
#注意：当resuse=True时，tf.get_variable函数将直接获取已经声明的变量，如果变量在命名空间中没有被声明过，此时会报错。











2.TF模型的持久化

我们训练一个深层模型可能需要几周或几个月的时间，训练完了，如果不去保存下次使用还得几周的时间,模型的持久化就是解决这个问题，我们知道在MXNet和Keras中都有相应的机制，这也为迁移学习提供了方便。

TensorFlow提供了一个非常简单的API来保存和还原一个神经网络模型，这个API就是tf.train.Saver类

import tensorflow as tf

v1 = tf.Variable(tf.constant(1.0,shape=[1]),name='v1')
v2 = tf.Variable(tf.constant(2.0,shape=[1]),name='v2')

result = v1 + v2
init_op = tf.global_variables_initializer()

#声明tf.train.Saver类用于保存模型

saver = tf.train.Saver()

with tf.Session() as sess:
    sess.run(init_op)
    #将模型保存在C:/model/model.ckpt文件
    path = "C:/model/model.ckpt"
    saver.save(sess,path)





TF模型一般会保存在后缀为.ckpt(CheckPoint),虽然上面的程序指定了一个文件路径，但在这个文件路径下会出现三个文件，这是因为TensorFlow会将计算图的结构和图上参数取值分开来保存


	model.ckpt.meta： 保存了计算图的结构（简单的可以理解为神经网络的网络结构）


	model.ckpt: 这个文件保存了TensorFlow程序中每一个变量的取值


	checkpoint文件：这个文件保存了一个目录下所有的模型文件列表




了解更多这些文件可搜索大量的介绍信息


	加载已经保存的TensorFlow模型




import tensorflow as tf
#使用和保存模型代码中一样的方式来声明变量

v1 = tf.Variable(tf.constant(1.0,shape=[1]),name='v1')
v2 = tf.Variable(tf.constant(2.0,shape=[1]),name='v2')

result = v1 + v2

saver = tf.train.Saver()

with tf.Session() as sess:
    #加载以保存的模型，并通过已保存的模型中的变量来计算加法
    saver.restore(sess,path)
    print sess.run(result)






区别：加载模型的代码中没有运行变量初始化过程，而是将变量的值通过已经保存的吗模型加载进来。


	如果不希望重复定义图上的运算，可以加载已经持久化的图




import tensorflow as tf

#直接加载持久化的图
saver = tf.train.import_meta_graph(path+'.meta')
with tf.Session() as sess:
    saver.restore(ress,path)
    #通过张量的名称来获取张量
    print sess.run(tf.get_default_graph().get_tensor_by_name('add:0'))

#输出结果：[3.]






	保存或加载部分变量




默认加载和保存TF计算图上的所有变量，但有时可能只需要保存和加载部分变量，比如，我们有一个训练好的5层网络，但现在想尝试6层的网络，那么可以将前5层参数加载进来，训练最后一层网络即可（迁移学习）

tf.train.Saver类可以提供一个列表来指定需要保存和加载的变量，saver = tf.train.Saver([v1]),只有变量v1被加载进来


	变量重命名




tf.train.Saver支持保存和加载时的变量重命名

v1 = tf.Variable(tf.constant(1.0,shape=[1]),name='other-v1')
v2 = tf.Variable(tf.constant(2.0,shape=[1]),name='other-v2')

saver = tf.train.Saver({'v1':v1,'v2':v2})
#原来名称为v1的变量现在加载到变量v1中（名称为other-v1)。






	其他




tf.train.Saver会保存运行TF程序的全部信息，有时并不需要，比如在测试或离线预测时，我们只需知道神经网络的前向传播计算到输出就可以了，而不需要类似额变量初始化等辅助节点信息，在迁移学习中会遇到这些问题，于是TensorFlow提供了convert_variables_to _constants函数，通过这个函数可以将计算图中的变量及其取值通过常量的方式保存，这样TF计算图可以统一保存在一个文件中

imort tensorflow as tf

from tensrflow.python.framework import graph_util

v1 = tf.Variable(tf.constant(1.0,shape=[1]),name='v1')
v2 = tf.Variable(tf.constant(2.0,shape=[2]),name='v2')

result = v1 + v2

init_op = tf.global_variables_initializer()
with tf.Session() as sess:
    sess.run(init_op)
    #导出当前计算图的GraphDef部分，只需这与部分可以完成从输入到输出的计算过程
    graph_def  = tf.get_default_graph().as_graph_def()

    output_graph_def = graph_util.convert_variables_to_constants(sess,graph_def,['add'])
    #将导出的模型保存成文件
    with tf.gfile.GFile('C:/model.pb','wb') as f:
        f.write(output_graph_def.SerializeToString())





import tensorflow as tf
from tensorflow.python.platform import gfile

with tf.Session() as sess:
    path = 'C:/model.pb'
    #读取保存的文件，并将文件解析成对应的GraphDef Protocol Buffer
    with gfile.FastGFile(path,'rb') as f:
        graph_def = tf.GraphDef()
        graph_def.ParseFromeString(f.read())
    result = tf.import_graph_def(graph_def,return_element=['add:0'])
    print sess.run(result)











          

      

      

    

  

    
      
          
            
  
TF实现CNN举例

这一部分我们看一下如何使用TensorFlow实现CNN(卷积神经网络)，我们在前面的培训中已经全面的介绍了CNN的知识，包括经典的模型像LeNet，AlexNet,Google Inception，ResNet,VGG16(19),YOLO等，点这里进入CNN学习模式 [https://dataxujing.github.io/%E6%B7%B1%E5%BA%A6%E5%AD%A6%E4%B9%A0%E4%B9%8BCNN/],这里只举两个简单的栗子。


1. LeNet-5

LeNet-5大家最熟悉不过了，直接coding

#x = tf.palceholder(tf.float32,[BATCH_SIZE,IAMGE_SIZE,IMAGE_SIZE,NUM_CHANNELS],name='x-input')

import trnsorflow as tf

INPUT_NODE = 784
OUTPUT_NODE = 10

IMAGE_SIZE = 28
NUM_CHANNELS = 1
NUM_LABELS = 10

CONV1_DEEP = 32
CONV1_SIZE = 5

CONV2_DEEP = 64
CONV2_SIZE = 5

FC_SIZE = 512

def inference(input_tensor,train,regularizer):
    #layer1
    with tf.variable_scope('layer1-conv1'):
        conv1_weghts = tf.get_variable('weight',[CONV1_SIZE,CONV1_SIZE,NUM_SIZE,NUM_CHANNELS,CONV1_DEEP],initializer=tf.truncated_initializer(stddev=0.1))
        conv1_biases = tf.get_variable('bias',[CONV1_DEEP],initializer=tf.constant_initializer(0.))

        conv1 = tf.nn.conv2d(input_tensor,conv1_weights,strides=[1,1,1,1]padding='SAME')
        relu1 = tf.nn.relu(tf.nn.bias_add(conv1,conv1_biases))
    #pool1
    with tf.name_scope('layer1-pool'):
        pool1 = tf.nn.max_pool(relu1,ksize = [1,2,2,1],strides=[1,2,2,1],padding='SAME')

    #layer2
    with tf.variable_scope('layer2-conv2')：
        conv2_weights = tf.get_variable('weight',[CONV2_SIZE,CONV2_DEEP,initalizer=tf.tuncated_normal_initalizer(stddev=0.1)])
        conv2_biases = tf.get_variable('bias',[SONV2_DEEP],initalizer=tf.constant_initializer(0.0))
        conv2 = tf.nn.conv2d(pool1,con2_weights,strides=[1,1,1,1],padding='SAME')
        relu2 = tf.nn.relu(tf.nn.bias_add(conv2,conv2_biases))
    #pool2
    with tf.name_scope('layer2-pool2'):
        pool2 = tf.nn.max_pool(relu2,ksize=[1,2,2,1],strides=[1,2,2,1],padding = 'SAME')

    pool_shape = pool2.get_shape().as_list()
    #[batch,size1,size2,deepsize(channels)]
    nodes = pool_shape[1]*pool_shape[2]*pool_shape[3]
    reshaped = tf.reshape(pool2,[pool_shape[0],nodes])

    #FC_1
    with tf.variable_scope('layer3-fc1'):
        fc1_weights = tf.get_variable('weight',[nodes,FC_SIZE],initializer=tf.truncated_normal_initializer(steddev=0.1))
        if regularizer != None:
            tf.add_to_collection('losses',regularizer(fc1_weights))
        fc1_biases = tf.get_variable('bias',[FC_SIZE],initializer=tf.constant_initializer(0.1))
        fc1 = tf.nn.relu(tf.matmul(reshaped,fc1_weights)+fc1_biasws)
        if train:
            fc1 = tf.nn.dropout(fc1,0.5)
    #这里要注意的是：CNN的正则化是加在全连接层的，CNN的dropout也是针对全连接层的，后面我们会将RNN的dropout和CNN不同

    #FC_2
    with tf.variable_scope('layer4-fc2'):
        fc2_weights = tf.get_variable('weight',[FC_SIZE,NUM_LABELS],initializer=tf.truncated_normal_initializer(steddev=0.1))
        if regularizer != None:
            tf.add_to_collection('losses',regularizer(fc2_weights))
        fc2_biases = tf.get_variable('bias',[NUM_LABELS],initializer=tf.constant_initilizer(0.1))
        logit = tf.matmul(fc1,fc2_weights)+fc2_biases

    return logit


#训练的过程同神经网络（DNN）相同，不想再赘述
1.定义placeholder()
2.定义评价指标，损失函数，学习率，滑动平均操作，及优化方法
3. 训练过程持久化模型
4. 打印训练结果

注意一点的是：loss = cross_entropy_mean+tf.add_n(tf.get_collection('losses'))

这些都非常简单，包括RNN也是同样的过程，同样也不再赘述











2. Inception-v3

Googel Inception-v3我们也很熟悉了，Inception-v3有46层，有11个Inception模块组成。下图就是Inception模块的示意图，我们会用TensorFlow实现该模块。

[image: Inteceptin-v3]
图1：Inception-v3主要构成模块

我们使用TensorFloe-Sli工具来更加简洁的实现Inception,通过TF-Slim可以在一行代码实心CNN的前向传播，slim.conv2d有三个必填参数：输入节点的矩阵，当前卷积层过滤器的深度（过滤器的个数），过滤器的尺寸，可选的参数有过滤器的步长，是否全零填充，激活函数的选择，变量的命名空间等。


with slim.arg_scope([slim.conv2d,slim.max_pool2d,slim.avg_pool2d],stride=1,padding='SAME'):
    #slim.arg_scope()用于设置默认的参数取值，第一个参数是一个函数列表，在这个列表中的函数将使用参数的默认取值，目的是为了降低coding的冗余。
    #此处省去Inception的其他结构，假设输入图片经过之前的网络传播结果保存在net中，net=上一层的输出节点的矩阵。

    with tf.variable_scope('maxed_7c'):
        with tf.variable_scope('Branch_0'):
            branch_0 = slim.conv2d(net,320,[1,1],scope='Conv2d_0a_1X1')
        with tf.variable_scope('Branch_1'):
            branch_1 = slim.conv2d(net,384,[1,1],scope='Conv2d_0a_1X1')
            branch_1 = tf.concat(3,[
                slim.conv2d(branch_1,384,[1,3],scope='Conv2d_0b_1X3'),
                slim.conv2d(branch_1,384,[3,1],scope='Conv2d_0c_3x1')
                ])
            #3代表矩阵在深度这个维度上进行矩阵链接

        with tf.variable_scope('Branch_2'):
            branch_2 = slim.conv2d(net,448,[1,1],scope='Conv2d_0a_1x1')
            branch_2 = slim.conv2d(branch_2,384,[3,3],scope='Conv2d_0b_3x3')
            branch_2 = tf.concat(3,[
                slim.conv2d(branch_2,384,[1,3],scope='Conv2d_0c_1x3'),
                slim.conv2d(branch_2,384,[3,1],scope='Conv2d_0c_3x1')
                ])
        with tf.variable_scope('Branch_3'):
            branch_3 = slim.avg_pool2d(net,[3,3],scope='AvgPool_oa_3x3')
            branch_3 = slim.conv2d(branch_3,182,[1,1],scope='Conv2d_0b_1x1')
        net = tf.concat(3,[branch_0,branch_1,brnch_2,branch_3])











3. 迁移学习

随着模型层数及复杂度的增加，训练深度模型会非常困难，一方面需要有大量的带标签数据，即使收集到了这些海量的有标签数据，训练一个复杂的模型也需要少则几天多则几周，几个月的时间，为了解决标注数据和训练时间的问题，可以使用迁移学习。

所谓迁移学习就是将一个问题上训练好的模型通过简单额调整使其适用于一个新的问题。

def main(_):
    # 读取所有图片。
    image_lists = create_image_lists(TEST_PERCENTAGE, VALIDATION_PERCENTAGE)
    n_classes = len(image_lists.keys())
    # 读取已经训练好的Inception-v3模型。
    # 谷歌训练好的模型保存在了GraphDef Protocol Buffer中，里面保存了每一个节点取值的计算方法以及变量的取值。
    # TensorFlow模型持久化的问题在第5章中有详细的介绍。
    with gfile.FastGFile(os.path.join(MODEL_DIR, MODEL_FILE), 'rb') as f:
        graph_def = tf.GraphDef()
        graph_def.ParseFromString(f.read())
    # 加载读取的Inception-v3模型，并返回数据输入所对应的张量以及计算瓶颈层结果所对应的张量。
    bottleneck_tensor, jpeg_data_tensor = tf.import_graph_def(graph_def, return_elements=[BOTTLENECK_TENSOR_NAME, JPEG_DATA_TENSOR_NAME])
    # 定义新的神经网络输入，这个输入就是新的图片经过Inception-v3模型前向传播到达瓶颈层时的结点取值。
    # 可以将这个过程类似的理解为一种特征提取。
    bottleneck_input = tf.placeholder(tf.float32, [None, BOTTLENECK_TENSOR_SIZE], name='BottleneckInputPlaceholder')
    # 定义新的标准答案输入
    ground_truth_input = tf.placeholder(tf.float32, [None, n_classes], name='GroundTruthInput')
    # 定义一层全连接层来解决新的图片分类问题。
    # 因为训练好的Inception-v3模型已经将原始的图片抽象为了更加容易分类的特征向量了，所以不需要再训练那么复杂的神经网络来完成这个新的分类任务。
    with tf.name_scope('final_training_ops'):
        weights = tf.Variable(tf.truncated_normal([BOTTLENECK_TENSOR_SIZE, n_classes], stddev=0.001))
        biases = tf.Variable(tf.zeros([n_classes]))
        logits = tf.matmul(bottleneck_input, weights) + biases
        final_tensor = tf.nn.softmax(logits)
    # 定义交叉熵损失函数
    cross_entropy = tf.nn.softmax_cross_entropy_with_logits(logits=logits, labels=ground_truth_input)
    cross_entropy_mean = tf.reduce_mean(cross_entropy)
    train_step = tf.train.GradientDescentOptimizer(LEARNING_RATE).minimize(cross_entropy_mean)
    # 计算正确率
    with tf.name_scope('evaluation'):
        correct_prediction = tf.equal(tf.argmax(final_tensor, 1), tf.argmax(ground_truth_input, 1))
        evaluation_step = tf.reduce_mean(tf.cast(correct_prediction, tf.float32))

    with tf.Session() as sess:
        tf.global_variables_initializer().run()
        # 训练过程
        for i in range(STEPS):
            # 每次获取一个batch的训练数据
            train_bottlenecks, train_ground_truth = get_random_cached_bottlenecks(
                sess, n_classes, image_lists, BATCH, 'training', jpeg_data_tensor, bottleneck_tensor)
            sess.run(train_step, feed_dict={bottleneck_input: train_bottlenecks, ground_truth_input: train_ground_truth})
            # 在验证集上测试正确率。
            if i%100 == 0 or i+1 == STEPS:
                validation_bottlenecks, validation_ground_truth = get_random_cached_bottlenecks(
                    sess, n_classes, image_lists, BATCH, 'validation', jpeg_data_tensor, bottleneck_tensor)
                validation_accuracy = sess.run(evaluation_step, feed_dict={
                    bottleneck_input:validation_bottlenecks, ground_truth_input: validation_ground_truth})
                print('Step %d: Validation accuracy on random sampled %d examples = %.1f%%'
                      % (i, BATCH, validation_accuracy*100))
        # 在最后的测试数据上测试正确率
        test_bottlenecks, test_ground_truth = get_test_bottlenecks(sess, image_lists, n_classes,
                                                                       jpeg_data_tensor, bottleneck_tensor)
        test_accuracy = sess.run(evaluation_step, feed_dict={bottleneck_input: test_bottlenecks,
                                                                 ground_truth_input: test_ground_truth})
        print('Final test accuracy = %.1f%%' % (test_accuracy * 100))
















          

      

      

    

  

    
      
          
            
  
TF实现RNN举例

关于RNN我们在前期的培训中已经介绍，包括基本的RNN结构，LSTM,GRU，双向循环神经网络，深层神经网络等，要学习RNN请移步到这 [https://dataxujing.github.io/%E6%B7%B1%E5%BA%A6%E5%AD%A6%E4%B9%A0%E4%B9%8BRNN/],因为简单的RNN结构在实际应用中并不常用，所以本节主要介绍：LSTM，深层循环神经网络，GRU,及双向循环神经网络的基本用法,其中后两者仅提供函数API，用法与前两者相同。


1.LSTM

定义一个LSTM结构，在TF中通过一句简单的命令就可以实现一个完整的LSTM结构。LSTM中使用的变量也会在该函数中自动声明

[image: lstm]
图1：LSTM示意图


lstm_cell = tf.nn.rnn_cell.BasicLSTMCell(num_units, forget_bias=1.0, input_size=None, state_is_tupe=Flase, activation=tanh)
#num_units:图一中ht的维数，如果num_units=10,那么ht就是10维行向量
#forget_bias：遗忘门的偏执项
#input_size:[batch_size, max_time, size]。假设要输入一句话，这句话的长度是不固定的，max_time就代表最长的那句话是多长，size表示你打算用多长的向量代表一个word，即embedding_size（embedding_size和size的值不一定要一样）
#state_is_tuple:true的话，返回的状态是一个tuple:(c=array([[]]), h=array([[]]):其中c代表Ct的最后时间的输出，h代表Ht最后时间的输出，h是等于最后一个时间的output的
#图三向上指的ht称为output
#此函数返回一个lstm_cell，即图一中的一个A,说白了就是一个LSTM结构

初始化LSTM的初始状态（ct,记忆单元，状态单元）
state = lstm_cell.zero_state(batch_size,tf.float32)

#定义损失
loss = 0.0
#理论上RNN可以处理任意长度的序列，但在训练时为了避免梯度爆炸或弥散，回贵定一个最大的序列长度，就是这里的num_steps

for i in range(num_steps):
    #注意lstm的权值共享，字之后的时刻都将复用之前定义好的变量
    if i > 1:
        tf.get_variables_scope().resuse_variable()
    #每一步处理时间序列中的一个时刻。将当前时刻的输入和上一时刻的状态（state)传入定义好的lstm_cell得到当前LSTM结构的输出更新后的状态（newstate)
    lstm_output,state = lstm_cell(current_input,state)
    #loss是所有输出loss的和
    loss += calc_loss(finial_output,expected_outut)

    #注意：finial_output是lstm_output经过全连接得到或线性变换得到
    #激活函数式在计算当前记忆单元和ht时要用到的激活函数。

训练方法同DNN,CNN











2.深层LSTM

深层LSTM在RNN的培训中心我们只是提了概念并没有细讲。deepRNN是为了增强模型的表达能力，可以将每一个时刻上的循环体重复多次。

[image: deeplstm]

图2：深度LSTM结构

#定义一个基本的LSTM结构作为循环体的基础结构。深层循环神经网络也支持使用其他循环结构
lstm = tf.nn.rnn_cell.BasicLSTMCell(num_units, forget_bias=1.0, input_size=None, state_is_tupe=Flase, activation=tanh)
#通过MultiRNNCell类实现深层循环网络的每一个时刻的前向传播过程。其中number_of_layers表示有多少层，也就是图一中的xt到ht需要经过多少个LSTM结构。

stacked_lstm = tf.nn.rnn_cell.MultiRNNCell([lstm]*number_of_layers)

state = stacked_lstm.zero_state(batch_size,tf.float32)

for i in range(len(num_steps)):
    if i > 0:
        tf.get_variable_scope().reuse_variables()
    stacked_lstm_output,state = stacked_lstm(current_input,state)
    final_output = fully_connected(stacked_lstm_output)
    loss += calc_loss(final_output,expected_output)





从代码上来看，TensorFlow只需要在BasicLSTMCell的基础上在封装一层MultiRNNCell就很容易实现deepRNN。

这里需要指出的是RNN的dropout,在CNN中已经指出了CNN的dropout,dropout的功能没有发生变化，但是循环神经网络只在不同循环体结构之间使用dropout,而不在同一层的循环体结构之间使用，也就是说在t-1时刻传递到t时刻，循环神经网络不会进行状态的dropout，直观的理解可以看到图2，图2中实线的箭头是不能进行dropout的，虚线箭头是可以进行dropout的。

lstm = tf.nn.rnn_cell.BasicLSTMCell(......)

#使用DropoutWrapper来实现dropout功能，两个参数，一个是input_keep_prob，控制dropout的概率，一个是output_keep_prob可以控制输出的dropout概率

dropout_lstm = tf.nn.rnn_cell.DropoutWrapper(lstm,output_keep_prob=0.5)

#在使用dropout的基础上定义

stacked_lstm = tf.nn.rnn_cell.MultiRNNCell([dropout_lstm]*number_of_layers)





在此提示，这些模型的训练和评价和前面教导的模型时相同的，不再赘述




3.GRU及双向循环神经网络

tenforflow提供了tf.nn.rnn_cell.GRUCell()构建一个GRU单元
[image: gru]
图3：GRU示意图

gru_cell = tf.nn.rnn_cell.GRUCell(num_units, input_size=None, activation=tanh)
#参数参考lstm cell 使用





双向循环神经网络我们在RNN培训中心也已经讲到

[image: shuangxiangRNN]
图4：双向循环神经网络示意图

API：
bidirectional_dynamic_rnn(
    cell_fw, #前向 rnn cell
    cell_bw, #反向 rnn cell
    inputs, #输入序列.
    sequence_length=None,# 序列长度
    initial_state_fw=None,#前向rnn_cell的初始状态
    initial_state_bw=None,#反向rnn_cell的初始状态
    dtype=None,#数据类型
    parallel_iterations=None,
    swap_memory=False,
    time_major=False,
    scope=None
)

#------------------------------------

def BiRNN(x,weights,biases):
    x = tf.transpose(x,[1,0,2])
    x = tf.reshape(x,[-1,n_input])
    x = tf.split(0,n_steps,x)
    lstm_fw_cell = tf.nn.rnn_cell.BasicLSTMCell(n_hidden,state_is_tuple=True)
    lstm_bw_cell = tf.nn.rnn_cell.BasicLSTMCell(n_hidden,state_is_tuple=True)
    outputs,_,_ = tf.nn.bidirectional_rnn(lstm_fw_cell,lstm_bw_cell,x,dtype=tf.float32)
    return tf.matmul(outputs[-1],weights['out'])+biases['out']














          

      

      

    

  

    
      
          
            
  
TensorBoard可视化

为了更好的训练和优化模型，TensorFlow提供了一个可视化工具TensorBoard。TensorFlow可以有效的展示TensorFlow在运行过程中的计算图，各种指标随着时间的变化趋势以及训练中使用到的图像信息等。


1.TensorBoard简介

TensorBoard是TensorFlow的可视化工具，它可以通过TensorFlow程序运行过程中输出的日志文件可视化TensorFlow程序的运行状态，TensorBoard会自动读取最新的TensorFlow日志文件，并呈现当前TensorFlow程序运行的最新状态。

import tensorflow as tf

input1 = tf.constant([1.,2.,3.0],name='input1')
input2 = tf.Variable(tf.random_uniform([3]),name='input2')

output = tf.add_n([input1,input2],name='add')

#生成一个日志的writer,并将当前的TensoFlow计算图写入日志，TF提供了多种些日志文件的API

writer = tf.summary.FileWriter('path/log',tf.get_default_graph())
writer.close()





在终端中运行tensorboard --logdir=path/log默认端口号为6006，在浏览器中输入localhost:6006,会看到如下结果

[image: tb1]
图1：使用TensorBoard可视化向量相加程序TensorFlow计算图结果

可以看到界面上方有SCALARS, IMAGES, AUDIO, GRAPHS, DISTRIBUTIONS, HISTOGRAMS, EMBEDDINGS, TEXT，TensorBoard 中每一栏都对应了一类信息的可视化结果，后边会讲每一部分的功能。






2. TensorFlow计算图可视化

TensorBoard可视化得到的图并不仅是将TensorFlow计算图中的节点和边直接可视化，它会根据每个TensorFlow计算节点的命名空间来整理可视化得到的效果图，使得神经网络的整体结构不会被过多的细节所淹没。


	命名空间与TensorBoard图上节点




TensorFlow计算图中同一个命名空间下的所有节点会被缩略成一个节点，只有顶层的命名空间中的节点才会被显示在tensorBoard可视化效果图上。

import tensorflow as tf 

with tf.name_scope('input1'):
    input1 = tf.constant([1.,2.,3.],name='input1')

with tf.name_scope('input2'):
    input2 = tf.Variable(tf.random_uniform([3]),name='input2')
output = tf.add_n([input1,input2],name='add')

writer = tf.summary.FileWriter('log1',tf.get_default_graph())
writer.close()





tensoboard --logdir=path/log,对比与图1的区别

[image: tb2]
图2：改进后的加法程序TensorFlow计算图上的可视化效果图


	节点信息




TensorBoard可以展示TensorFlow计算图上每个节点额基本信息以及运行时消耗的时间和空间。

with tf.Session() as sess:
    tf.global_variable_initializer().run()
    for i in range(TRANING_STEPS):
        xs,ys = mnist.train.next_batch(BATCH_SIZE)

        for i % 1000 ==0：
            #配置运行时所需要记录的信息
            run_options = tf.RunOptions(trace_level = tf.RunOptions.FULL_TRACE)
            #运行时记录运行信息的proto
            run_metadata = tf,RubMetadata()
            #将配置信息与记录运行信息的proto传入运行的过程，从而记录运行时每一个节点的时间，空间开销信息

            _,loss_value,step = sess.run([train_op,loss,global_step],feed_dict={x:xs,y:ys},options = run_options,run_metadata=run_metadata)
            #将节点在运行时的信息写入日志文件
            train_writer.add_run_metadata(run_metadata,'steps%03d' % i)
            print('After %d training step(s), loss on training batch is %g. ' % (step,loss_value))

        else:
            _,loss_value,step = sess.run([train_op,loss,global_step],feed_dict={x:xs,y:ys})











3. 监控指标可视化

上面主要是通过TensorBoard的GRAPHS栏可视化TensorFlow计算图的结构以及在计算图上的信息，TensorBoard除了可以可视化TensorFlow的计算图，还可以可视化TensorFlow程序运行过程的各种有助于了解程序运行状态的监测指标。

import tensorflow as tf

from tensorflow.examples.tutorials.mnist import input_data

SUMMARY_DIR='LOG'
BATCH_SIZE = 100
TRAIN_STEPS = 30000

#生成变量监控信息，并定义成监控信息日志的操作。其中var给出了需要记录的张量，name给出了可视化结果中显示的图标名称，这个名称一般与变量名称一致‘

def variable_summaries(var,name):
    with tf.name_scope('summaries'):
        tf.summary.histogram(name,var)
        mean = tf.reduce_mean(var)
        tf.summary.scalar('mean/'+name,mean)
        stddev = tf.sqrt(tf.reduce_mean(tf.square(var-mean)))
        tf.summary.scalar('steddev/'+name,stddev)

#生成一个全连接层的神经网络

def nn_layer(input_tensor,input_dim,output_dim,layer_name,act = tf.nn.relu):
    with tf.name_scope(layer_name):
        with tf.name_scope('weights'):
            weights = tf.Variable(tf.truncated_normal([input_dim,output_dim],stddev=0.1))
            variable_summaries(weights,layer_name+'/weights')
        with tf.name_scope('biases'):
            biases = tf.Variable(tf.constant(0.0,shape=[output_dim]))
            variable_summaries(biases,layer_name+'/biases')
        
        with tf.name_scope('Wx_plus_b'):
            preactivate = tf.matmul(input_tensor,weights) + biases
            tf.summary.histogram(layer_name+'preactivations',preactivate)
        activations = act(preactivate,name='activation')
        tf.summary.histogram(layer_name+'/activations',activations)
        return activations
    
    
def main(_):
    mnists = input_data.read_data_sets('data',one_hot = True)
    
    with tf.name_scope('input'):
        x = tf.placeholder(tf.float32,[None,784],name='x-input')
        y_ = tf.placeholder(tf.float32,[None,10],name='y-input')
    
    with tf.name_scope('input_reshape'):
        image_shape_input = tf.reshape(x,[-1,28,28,1])
        tf.summary.image('input',image_shape_input,10)
    
    hidden1 = nn_layer(x,784,500,'layer1')
    y = nn_layer(hidden1,500,10,'layer2',act = tf.identity)
    
    with tf.name_scope('cross_entropy'):
        cross_entropy = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(labels = y,logits = y_))
        tf.summary.scalar('cross entropy',cross_entropy)
    with tf.name_scope('train'):
        train_step = tf.train.AdamOptimizer(0.001).minimize(cross_entropy)
        
    with tf.name_scope('accuracy'):
        with tf.name_scope('correct_prediction'):
            correct_prediction = tf.equal(tf.argmax(y,1),tf.argmax(y_,1))
        with tf.name_scope('accuracy'):
            accuracy = tf.reduce_mean(tf.cast(correct_prediction,tf.float32))
        
        tf.summary.scalar('accuracy',accuracy)
    #程序中定义的写日志的文件比价多，一一调用比较麻烦，所以提供了tf.summary.merge_all函数来整理所有的日志生成操作。
    
    merged = tf.summary.merge_all()
    
    with tf.Session() as sess:
        summary_writer = tf.summary.FileWriter(SUMMARY_DIR,sess.graph)
        tf.global_variable_initializers().run()
        
        for i in range(TRAIN_STEPS):
            xs,ys = mnist.train.next_batch(BATCH_SIZE)
            #运行训练步骤以及所有的日志生成操作，得到这次操作的日志
            summary,_ = sess.run([merged,train_step],feed_dict = {x:xs,y:ys})
            #将日志写入文件，TB可以拿到这次运行所有的运行信息
            
            summary_writer.add_summary(summary,i)
        summary_writer.close()

       








4. 举个栗子

# -*- coding: utf-8 -*-

import os
import io
import time
import numpy as np
import matplotlib.pyplot as plt
import tensorflow as tf

# 初始化图，会话
sess = tf.Session()

# 创建日志文件
summary_writer = tf.summary.FileWriter('tensorboard', tf.get_default_graph())

# 创建tensorboard文件夹，实际没必要
if not os.path.exists('tensorboard'):
    os.makedirs('tensorboard')
print('Running a slowed down linear regression. '
      'Run the command: $tensorboard --logdir="tensorboard"  '
      ' Then navigate to http://127.0.0.0:6006')

# You can also specify a port option with --port 6006

# Wait a few seconds for user to run tensorboard commands
time.sleep(3)

# 参数设置
batch_size = 50
generations = 100

# 输入数据
x_data = np.arange(1000)/10.
true_slope = 2.
y_data = x_data * true_slope + np.random.normal(loc=0.0, scale=25, size=1000)

# 换分训练/测试数据集
train_ix = np.random.choice(len(x_data), size=int(len(x_data)*0.9), replace=False)
test_ix = np.setdiff1d(np.arange(1000), train_ix)
x_data_train, y_data_train = x_data[train_ix], y_data[train_ix]
x_data_test, y_data_test = x_data[test_ix], y_data[test_ix]

# 声明 placeholders
x_graph_input = tf.placeholder(tf.float32, [None])
y_graph_input = tf.placeholder(tf.float32, [None])

# 声明模型变量
m = tf.Variable(tf.random_normal([1], dtype=tf.float32), name='Slope')

# 声明模型
output = tf.multiply(m, x_graph_input, name='Batch_Multiplication')

# 声明损失函数(L1)
residuals = output - y_graph_input
l1_loss = tf.reduce_mean(tf.abs(residuals), name="L1_Loss")

# 声明最优化方案
my_optim = tf.train.GradientDescentOptimizer(0.01)
train_step = my_optim.minimize(l1_loss)

# 可视化scalar（标量可视化）
with tf.name_scope('Slope_Estimate'):
    tf.summary.scalar('Slope_Estimate', tf.squeeze(m))
    
# 可视化 histogram (errors)（可视化参数的分布）
with tf.name_scope('Loss_and_Residuals'):
    tf.summary.histogram('Histogram_Errors', l1_loss)
    tf.summary.histogram('Histogram_Residuals', residuals)



# 合并所有的运行日志
summary_op = tf.summary.merge_all()

# 初始化变量
init = tf.global_variables_initializer()
sess.run(init)

for i in range(generations):
    batch_indices = np.random.choice(len(x_data_train), size=batch_size)
    x_batch = x_data_train[batch_indices]
    y_batch = y_data_train[batch_indices]
    _, train_loss, summary = sess.run([train_step, l1_loss, summary_op],
                             feed_dict={x_graph_input: x_batch,
                                        y_graph_input: y_batch})
    
    test_loss, test_resids = sess.run([l1_loss, residuals], feed_dict={x_graph_input: x_data_test,
                                                                       y_graph_input: y_data_test})
    
    if (i+1)%10==0:
        print('Generation {} of {}. Train Loss: {:.3}, Test Loss: {:.3}.'.format(i+1, generations, train_loss, test_loss))

    log_writer = tf.summary.FileWriter('tensorboard')
    log_writer.add_summary(summary, i)
    time.sleep(0.5)

#定义一个函数来保存 protobuf bytes 版本的图像
def gen_linear_plot(slope):
    linear_prediction = x_data * slope
    plt.plot(x_data, y_data, 'b.', label='data')
    plt.plot(x_data, linear_prediction, 'r-', linewidth=3, label='predicted line')
    plt.legend(loc='upper left')
    buf = io.BytesIO()
    plt.savefig(buf, format='png')
    buf.seek(0)
    return(buf)

# 在日志中添加图 (plot the linear fit!)
slope = sess.run(m)
plot_buf = gen_linear_plot(slope[0])
# Convert PNG buffer to TF image
image = tf.image.decode_png(plot_buf.getvalue(), channels=4)
# Add the batch dimension
image = tf.expand_dims(image, 0)
# Add image summary
image_summary_op = tf.summary.image("Linear Plot", image)
image_summary = sess.run(image_summary_op)
log_writer.add_summary(image_summary, i)
log_writer.close()





运行结果示意图

[image: scalar]
图3：scalar

[image: images]
图4：images

[image: distribution]
图5：distribution

[image: hist]
图6：histogram
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